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基于趋势信息的时间序列分类方法
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摘要:大部分时间序列数据分析的一个重要组成部分是相似性度量方式.在众多相似性度量方式

中,基于最长公共子序列的相似性度量方式是一种常用的有效方法,但该方法仅仅度量序列点对点

的数值差异,而忽略了序列的变化趋势.为此提出一种基于趋势信息的时间序列离散化方法并用最

长公共子序列进行相似性度量.该方法能够很好地度量时间序列的趋势信息.此外,还将其与现有

的点对点函数线性结合.与现有相似性度量方法不同,该方法能同时考虑时间序列的趋势信息和函

数距离,相似性度量方案运用最近邻分类算法规则进行分类.为了进行全面的比较,在42个时间序

列数据集上测试该算法的有效性.实验结果表明,所提出的方法能有效提高时间序列分类准确率.
关键词:时间序列;趋势信息;时间序列离散化;相似性度量

中图分类号:TP391   文献标识码:A  doi:10.3969/j.issn.0253-2778.2019.02.009
引用格式:林钱洪,王志海,原继东,等.基于趋势信息的时间序列分类方法[J].中国科学技术大学学报,2019,

49(2):138-148.
LINQianhong,WANGZhihai,YUANJidong,etal.Trendinformationfortimeseriesclassification
[J].JournalofUniversityofScienceandTechnologyofChina,2019,49(2):138-148.

Trendinformationfortimeseriesclassification

LINQianhong1,2,WANGZhihai1,2,YUANJidong1,2,ZHANGWei1,2
(1.SchoolofComputerandInformationTechnology,BeijingJiaotongUniversity,Beijing100044;

2.LaboratoryofTrafficDataAnalysisandMining(BeijingJiaotongUniversity),Beijing100044)

Abstract:Oneofmostimportantpartsoftimeseriesdataanalysisistochoosetheappropriatesimilarity
measurement.Amongallsimilaritymeasurements,thelongestcommonsubsequenceisacommonlyused
andeffectivemethod.However,theoriginalmethodonlymeasuresthenumericaldifferencesofpoint-to-
pointsequences,whichneglectsthetrendofthechangingsequence.Therefore,atimeseriesdiscretization
methodbasedonthetrendinformationisproposedandthelongestcommonsubsequenceisemployedto
carryoutsimilaritymeasurements.Thismethodcanmeasuretimeseriestrendinformationwell.In
addition,itislinearlycombinedwiththepoint-to-pointcomparisonfunction.Incontrasttowell-known
measuresfromtheliterature,theproposedmethodcantakeboththetrendinformationoftimeseriesand
point-to-pointcomparisonfunctionintoconsideration.Thenewsimilarity measurementisusedin
classificationwiththenearestneighborrule.Inordertoprovideacomprehensivecomparison,asetof
experimentshavebeenconducted,testingitseffectivenesson42realtimeseries.Theexperimentalresults



showthatourmethodcaneffectivelyimprovetheaccuracyrateoftimeseriesclassification.
Keywords:Timeseries;trendinformation;timeseriesdiscretization;similaritymeasure

0 引言

时间序列数据存在于生活中的各个领域.例如,
股票价格数据、天气数据、心电图数据等.其数据类

型是实值型,具有数据量大、数据维度高以及数据不

断更新等特点.时间序列分类问题与传统的分类问

题的主要区别在于,时间序列数据的各变量之间具

有次序关系,而传统分类问题认为属性次序是不重

要的,并且变量之间的相互关系独立于它们的相对

位置,因此时间序列分类问题已成为数据挖掘领域

的特殊挑战之一[1].
在时间序列分类算法中,最近邻算法(one-

nearestneighbor,1NN)是使用最多的分类算法之

一.该算法简单,在时间序列分类问题上往往能起到

很好的分类效果.最近邻算法中最重要的部分就是

相似度衡量公式,因此时间序列间的相似度度量也

成为研究人员的研究重点之一.到目前为止研究人

员已经提出了很多时间序列的相似度度量方法.其
中欧几里得距离作为一个无参数的距离度量公式,
在许多时间序列问题上有很好的应用[2];为了解决

时间 序 列 在 时 间 维 度 上 的 相 位 偏 移 问 题,
Ratanamahatana等[3]提 出 动 态 时 间 规 整 算 法

(dynamictimewarping,DTW),Latecki等[4]提出

最长公共子序列(longestcommonsubsequence,
LCS)算法.DTW和LCS都是基于动态规划的思想

计算序列间的弹性距离,可以有效地计算时间维度

中某些非线性变化的相似性不变量,随后有研究人

员对该方法进行改进.例如,为了避免DTW方法种

匹配路径过于扭曲,Jeong等[5]提出了加权动态时

间规整(weighteddynamictimewarping,WDTW)
算法;Kate[6]提出将DTW距离作为特征,再利用机

器学习算法进行分类预测;Song等[7]提出了窗口链

模式 的 最 长 公 共 子 序 列 算 法(window-chained
longestcommonsubsequence,WCLCS),能够有效

解决传统LCS算法中两序列比配单元距离较远的

问题.Marteau等[8]提出的时间规整编辑(time
warpedit,TWE)结合了DTW和LCS的特点.除
了直接对原始算法加以改进之外,不少研究人员还

对原始序列进行转化,形成新的时间序列相似性度

量公式.例如,Keogh等[9]提出的基于导数的动态

时 间 规 整 (derivativedynamictime warping,
DDTW)算法;Górecki等[10]提出了利用一阶导数和

二阶导数信息的最长公共子序列算法用于时间序列

数据分类;Schäfer等[11]提出了BOSS(bagofsfa
symbols)算法,该方法利用傅里叶变换转换时间序

列并用 MCB(multiplecoefficientbinning)方法对

其离散化,使用特定的距离衡量公式进行时间序列

相似性度量.上述时间序列相似性度量算法中,大部

分都是度量两序列点对点之间的函数距离.在某些

领域,点对点之间的函数距离并不能很好地度量两

序列间的相似程度,相反序列的变化趋势和形状更

为重要.以往的基于导数的时间序列转化,虽然能够

有效表示序列的形状信息,但是其受序列值影响较

大,在一定情况下会影响分类效果.本文提出利用序

列的斜率信息来表示序列的变化趋势和形状[12].此
外,为了避免受到原始序列值的影响,我们将序列的

斜率进行离散化表示,仅保留原始序列的变化趋势

信息.我们用带约束的LCS相似度度量方法对离散

化后的序列之间的相似性进行度量.图1展示了时

间序列转化之前和转化之后使用LCS进行相似度

衡量,即两序列匹配点数目.
从图1(左)可以看出,使用LCS直接对原始序

列进行相似性度量时,序列间的匹配点存在偏差,最
终成功匹配的点较少;图1(右)展示了利用趋势信

息对序列进行转化之后,再利用LCS进行相似性度

量时序列间点匹配情况.可以看出本文提出的方法

对序列进行转化之后序列间匹配点更加准确,得到

的匹配点增加,能更加准确地衡量序列间的相似度.
本文的主要贡献如下:
(Ⅰ)提出了一种基于趋势信息的时间序列离散

化方法,该方法可以有效地保留原始序列的形状与

变化趋势信息,并用LCS度量转化后序列的相似

性.该方法对于那些侧重衡量序列变化趋势的数据

集有较好的效果;
(Ⅱ)将时间序列的变化趋势相似性度量与点对

点函数距离度量相结合,形成新的相似度度量方案,
该方法既能保留原有方法的有优点,也能够表示时

间序列的变化趋势信息;
(Ⅲ)用不同的数据集表明本文提出的基于趋势

信息的时间序列表示方法以及与点对点函数距离度
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图1 LCS序列匹配

Fig.1 LCSmatching

量相结合的方法可以有效地对时间序列数据进行

分类.

1 研究背景

本节将介绍最长公共子序列(LCS)算法和动态

时间规整(DTW)算法的基本思想.
1.1 最长公共子序列

最长公共子序列的基本思想是通过两个序列进

行匹配,而不重新排列元素的顺序,但允许某些元素

不匹配或者遗漏;不同于欧几里得距离和DTW距

离,必须使用序列中所有的点.最终计算两序列中匹

配点对的数目,但是一个点不能与另外一个序列中

的两个或多个点进行匹配.
对于长度分别为m 和n的序列X 和Y,给出其

两序列的最长公共子序列的递归计算公式[10]为

L(i,j)=

0,i=0‖j=0
1+L(i-1,j-1),|i-j|≤δ,

&|xi-yi|≤ε
max(L(i-1,j),L(i,j-1)),others

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁

(1)
式中,δ和ε为约束参数,δ通常将其设置为序列长

度的百分比,是一个相位偏移阈值,控制窗口大小以

匹配给定点从一个序列到另一个序列中的点;0<
ε<1是一个匹配阈值,如果点之间的距离小于ε,
则认为两个点匹配成功.图2给出其示意图[10].

由公式(1)可以得出序列X 和序列Y 的最长公

共子序列长度为L(m,n),给出与之对应的序列X
和Y 的相似性度量公式[13]为

LCSS(x,y)=
n+m-2L(n,m)

n+m
(2)

  通过上述公式定义,则两个序列之间的相似性

图2 在时间δ和空间ε内可以匹配成功

Fig.2 Matchingwithinδintimeandεinspace

度量值的取值范围为(1-2
min(n,m)
n+m

)到1.对于

长度相等的两条序列,其值的取值范围为0到1.
由上述最长公共子序列的算法可以看出,只有

当同类时间序列数据的对应点之间的差值波动不大

时,才能具有很好的匹配效果.现实生活存在一些时

间序列数据,同类型的序列之间变化趋势相同,但序

列之间的点对点距离函数值较大.这种情况下,原有

的LCS不能很好地对时间序列数据进行分类.
1.2 动态时间规整

在时间序列分类和聚类算法中,DTW-1NN算

法是众多算法中最有效的方法之一.DTW 算法通

过允许一个序列到另一个序列的非线性映射,并最

小化两个序列之间的距离来找到两个序列之间的最

佳匹配,能够有效地解决时间序列中存在的序列在

时间维度上的相位偏移等问题.下面给出DTW时

间序列相似性度量方法[14].
假设长度为m 的序列A={a1,a2,…,am}和

长度为n的序列B={b1,b2,…,bn},我们用m*
n的矩阵D,其中元素D[i][j]表示ai 和bj 之间的

距离.则由DTW算法匹配的一条弯曲路径

P=((e1,f1),(e2,f2),...,(es,fs))
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是矩阵D 的一个遍历.例如,当两序列长度相同时,
欧氏距离的路径即是矩阵D 的对角线.弯曲路径P
有如下约束:

(Ⅰ)端点约束路径起始点(e1,f1)=(1,1)且
终点(es,fs)=(m,n).

(Ⅱ)需要保持路径单调连续性,即
0≤ei+1-ei≤1且0≤fi+1-fi≤1.
两个序列之间的最佳匹配是将一个序列与另一

个序列对齐后具有最小距离路径的序列。在DTW
中利用动态规划的思想递归求解,其递归求解公

式[5]为

DTWp(A,B)=
pd(i,j)

d(i,j)=|ai-bj|p+min{d(i-1,j-1),
d(i-1,j),d(i,j-1)}

􀮦

􀮨
􀮧

􀪁􀪁
􀪁􀪁 (3)

式中,p表示使用p 范式,一般情况下我们选取p
的值为2.

由于时间序列数据维度较高,为了加快序列对齐

速度以及提高准确率.通常给上述算法添加一个窗口

约束w,以防止序列匹配相位偏移较大,在公式(3)中
表示为|i-j|≤w.窗口约束能加快DTW算法的序

列对齐速度和提高分类准确率.当给定两时间序列

时,可以根据DTW算法在所约束的搜索空间中找出

最短的弯曲路径.图3给出了两时间序列A 和B 之

间的弯曲矩阵和路径[5],其中w 为窗口大小.

图3 DTW计算的两序列弯曲路径与矩阵

Fig.3 WarpingmatrixandoptionalwarpingpathbyDTW

虽然DTW算法能很好地解决时间序列中的相

位偏移问题,适用于绝大多数的时间序列数据,但其

同样没能考虑序列的变化趋势.我们将基于趋势信

息的LCS与DTW相结合,以便于能同时考虑到序

列的趋势信息和序列间点对点函数距离信息,更加

充分地度量序列间的相似性.

2 改进方法

2.1 基于趋势信息的最长公共子序列(TLCS)
最长公共子序列直接对某些时间序列数据进行

序列间的相似性度量时,往往不能取得很好的效果.
研究者们也通过很多途径对原始序列进行转换或对

LCS进行改进,以便于得到更好的时间序列分类效

果.如利用SAX(symbolicaggregateapproximation)对
序列进行转化,再用LCS对其进行分类;或在原始

的LCS距离上添加基于导数的LCS距离为最终的

距离度量公式[10],但都没解决同类型序列之间对应

点函数值差异较大的问题.本文提出一种新的基于

序列的趋势对原始序列进行离散化,再利用LCS对

其进行相似性度量.本文利用斜率来表示趋势信息,
下面对该方法进行详细介绍.

给定序列X={x1,x2,…,xn}和Y={y1,
y2,…,yn},序列的斜率定义为

si=
xj-xi

△t
(4)

式中,xi 和xj(j>i)是时间序列中的两个时间

点的序列值,△t表示两个时间点之间的间隔,值等

于j-i.
本文只考虑相邻时间的两点之间的序列斜率,

则△t=1.故其斜率为si=xj-xi,(j=i+1).
假设转化完后的序列为Z={z1,z2,…,zn-1}.则
转化过程为

zi=
1 xi+1-xi>0
0 xi+1-xi=0
-1 xi+1-xi<0

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁 (5)

  设定当斜率大于0时,转化后序列值为1;当斜

率等于0时,转化后序列值为0;当斜率小于0时,
转化后序列值为-1.由上述转化之后,我们得到一

个长度为n-1的序列.最终我们可以用LCS对转

化之后的序列进行相似性度量.例如,给定时间序列

X={10,30,20,20,50,30}.则转化之后的序列

为Z={1,-1,0,1,-1}.如图4所示.
上述基于趋势信息的时间序列转换方法,虽然

在其形式上十分简单,但可以解决时间序列数据分

类中的若干问题.
(Ⅰ)在某些情况下有些同类的时间序列之间点

对点函数距离较大,但序列变化趋势与形状相同;而
不同类型的序列与其点对点函数距离较小,但形状以

及变化趋势差异较大,导致的时间序列分类错误.
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图4 基于趋势的时间序列转换

Fig.4 Trend-basedtimeseriesconversion

如图5所示,我们从其形状和变化趋势看来,序
列X 和序列Y 属于同一类,而序列Z 则不属于该

类.但如果我们使用点对点的函数距离时,则会将序

列X 和Z 划分为一类,而序列Y 则在一定程度上

被划分为其他类型.如果利用趋势信息对原始序列

进行离散化处理,可以很好地避免该种错误发生.

图5 同类型序列数据变化趋势相同但是距离较远

Fig.5 Thesametypeofsequencehasthesame
trendsbutfartheraway

当时间序列之间数值和变化趋势差异不大,但
是变化序列波动幅度不同时,使用点对点函数距离

或者使用序列的导数信息都不能很好地对原始时间

序列进行分类.
如图6所示,序列X 和序列Y 属于同一类,但

是两序列的波动幅度不同.当用基于导数的时间序

列分类算法时,由于两序列的导数值具有较大差异,
所以很大概率会将两序列划分为不同的类型.当我

们利用趋势信息进行离散化处理之后,就不再受到

原始序列值的影响.由于只考虑序列的上升或者下

降趋势,不考虑其震动幅度,因此在这种情况下,本
文方法能更加有效地度量时间序列间的相似性.

图6 同类型序列波动幅度不同

Fig.6 Thesametypeofsequencefluctuation
amplitudeisdifferent

基于趋势信息离散化的时间序列最长公共子序

列算法有效地解决上述问题,能够对序列的变化趋

势以及形状有很好的预测效果,但是由于离散化之

后的序列不能够保留原始序列值的信息,使得其在

某些数据集上效果较差.故将本文提出将基于趋势

信息的最长公共子序列算法与基于点对点函数距离

的序列相似度度量方法相结合.例如,DTW、MSM
(move-split-merge)和TWE等.
2.2 基于趋势信息的LCS结合DTW

由于基于趋势信息的LCS由于其本身不能保

留原始时间序列值的信息,不能度量点对点之间的

函数距离,导致在某些数据集上效果较差,为了提高

分类准确率以及使其具有普遍适用性,我们将其与

现有的点对点函数距离度量公式相结合,形成新的

时间序列相似性度量公式,其具体表达形式为

DDTLCS(A,B)=αDDTW(A,B)+βDTLCS(A,B)
(6)

式中,DTLCS(A,B)表示基于趋势信息的LCS相似

度,且α与β满足α+β=1.将DTW距离与基于趋

势信息的LCS进行参数结合(DTLCS),形成新的

距离度量公式.上述公式不仅能够保留原始的点对

点函数距离度量信息,还能够有效地把握序列的趋

势信息.由于α+β=1,只需要考虑其中一个参数

即可.下面我们对参数α进行讨论.
当α=0时,上述公式则退化为基于趋势信息的

LCS;当α=1时,则退化为DTW;当0<α<1时,参
数α表示DTW距离所占的比重,即在进行时间序

列分类预测时,两序列的点对点函数距离所占的比

重.由于点对点之间的函数距离往往较大,而我们所

求出的序列趋势衡量距离是由LCS得出,其值较
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小,所以一般情况下α的取值较小,防止掩盖序列的

趋势信息.当遇到某些时间序列数据其趋势信息有

效性较小时,α值将接近1.由公式(6)可以看出,理
论上我们可以将DTW距离替换成我们所需要其他

任何时间序列相似性度量公式,具有很好的普遍适

用性.本文仅对点对点函数距离进行结合.
算法2.1展示了TLCS结合DTW进行时间序

列间的相似性度量.首先对原始序列进行离散化(第
2、4行),使用无参数的LCS求转化之后的序列相

似性值,并且与用DTW对原始序列进行相似性值

相结合形成新的相似性值(第6行).
算法2.1 Distance(s1,s2)

Input:s1,s2/* 分别表示长度为m和n的序列 */

Output:s1和s2之间的弹性距离

1 foreachi←1tomdo/* 序列s1中的每个数值*/

2  z1[i]=s1[i+1]-s1[i]

3 foreachj←1tomdo/* 序列s2中的每个数值*/

4  z2[j]=s2[j+1]-s2[j]

5 DTlcs(s1,s2)=DLCS(z1,z2)/*DLCSis表示LCS距

离*/
/*Ddtw 表示使用DTW时的距离*/

6 Distance(s1,s2)=α*Ddtw(s1,s2)+β*DTlcs(s1,s2)
/*α和β参数通过在训练集上进行交叉验证的到

最优参数*/

3 实验

本节将用大量的实验来验证所提出的算法对时

间序列分类的有效性,使用的数据集均来源于

UCR,表1对数据集中所含的测试实例个数、训练

实例个数、序列长度、序列类属性个数以及序列类型

进行介绍.我们在42个数据集上进行时间序列的分

类实验.时间序列长度范围为80到657;训练集(测
试集)实例的数目范围为16(20)到600(861);类属

性的个数范围为2到37个.包括5种类型的时间序

列数据.
3.1 参数分析及选择

我们将最长公共子序列(LCS)、基于趋势信息

的最长公共子序列(TLCS)、动态时间规整(DTW)、
时间规整编辑(TWE)、移动分割合并(MSM)以及

分别和TLCS相结合等时间序列相似度衡量方法

应用于1NN,进行时间序列分类预测.最近邻分类

器是一个十分简单的分类器,其将未分类的时间序

列分类为与其最相似的类型.尽管其简单,但是许多

实验结果表明,与其他复杂的分类器相比,它能获得

更好的分类效果[15].
首先对基于趋势信息的LCS时间序列分类参数

进行调整.由上面对LCS的介绍可以看出,在LCS中

存在参数δ和ε.不同的ε对时间序列数据分类有较

大的影响.由于转化之后的序列全部为-1、0和1,两
个点之间不存在匹配值的误差范围,故参数ε设置为

0.对于参数δ,其理论上最大值可以取到序列的最大

长度,但是当其值超过一定界限时,对分类器的分类

准确率影响不大.图7给出在数据集Beef、BeetleFly
和Car上不同δ对分类准确率的影响.

图7 TLCS中δ对分类准确率影响

Fig.7 Theeffectofδonclassificationaccuracy

由图7可以看出,选择不同的δ时,数据集的分

类准确率有波动.当δ取值较小时,在3个数据集

上,分类准确率曲线波动较大.这是由于当δ取较小

值时,表示序列相位偏移较小.实际数据中,序列的

偏移程度可能大于设置的δ阈值,导致分类准确率

较低.当δ较大时,分类准确率没有明显的波动.因
此,当我们对于一些未知的数据进行实验时,我们可

以将其δ参数设为最大值,即为序列的长度,这样我

们也能够获得较好的实验结果.本节的实验选取δ
为序列的长度,虽然该参数范围并不一定能得到最

好的分类效果,但其与最优参数的分类准确率差距

较小.
作为对照实验,我们用LCS-1NN对全部的42

个数据集进行分类预测,如表1所示.实验将LCS
中的δ也设置为序列长度.由于参数ε对分类准确

率的影响较大,而且对于不同的数据集其最优的参

数取值不同,因此需要对不同的数据集设置不同的

参数.对训练集进行5重交叉验证,选取平均准确率

最高的参数作为其测试集上使用的参数.
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表1 数据集汇总

Tab.1 Summaryofdataset

DataSet TrainSize TestSize Length No.ofClass Type

Adiac 390 391 176 37 IMAGE

ArrowHead 36 175 251 3 IMAGE

Beef 30 30 470 5 SPECTRO

BeetleFly 20 20 512 2 IMAGE

BirdChicken 20 20 512 2 IMAGE

Car 60 60 577 4 SENSOR

Coffee 28 28 286 2 SPECTRO

CricketX 390 390 300 12 MOTION

CricketY 390 390 300 12 MOTION

CricketZ 390 390 300 12 MOTION
DiatomSizeReduction 16 306 345 4 IMAGE

DistalPhalanxOutlineAgeGroup 400 139 80 3 IMAGE
DistalPhalanxOutlineCorrect 600 276 80 2 IMAGE

DistalPhalanxTW 400 139 80 6 IMAGE
ECG200 100 100 96 2 ECG

ECGFiveDays 23 861 136 2 ECG
FaceFour 24 88 350 4 IMAGE
Fish 175 175 463 7 IMAGE

GunPoint 50 150 150 2 MOTION
Ham 109 105 421 2 SPECTRO
Haptics 155 308 1092 5 MOTION
Herring 64 64 512 2 IMAGE
InlineSkate 100 550 1882 7 MOTION

ItalyPowerDemand 67 1029 24 2 SENSOR
MiddlePhalanxOutlineAgeGroup 400 154 80 3 IMAGE
MiddlePhalanxOutlineCorrect 600 291 80 2 IMAGE

MiddlePhalanxTW 399 154 80 6 IMAGE
MoteStrain 20 1252 84 2 SENSOR
OliveOil 30 30 570 4 SPECTRO
OSULeaf 200 242 427 6 IMAGE
Plane 105 105 144 7 SENSOR

ProximalPhalanxOutlineAgeGroup 400 205 80 3 IMAGE
ProximalPhalanxOutlineCorrect 600 291 80 2 IMAGE

ProximalPhalanxTW 400 205 80 6 IMAGE
SonyAIBORobotSurface1 20 601 70 2 SENSOR
SonyAIBORobotSurface2 27 953 65 2 SENSOR

SwedishLeaf 500 625 128 15 IMAGE
Symbols 25 995 398 6 IMAGE

ToeSegmentation1 40 228 277 2 MOTION
ToeSegmentation2 36 130 342 2 MOTION

Trace 100 100 275 4 SENSOR
TwoLeadECG 23 1139 82 2 ECG
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  我们同样也用DTW-1NN对全部的42个数据

集进行分类预测.将DTW中的窗口设置为0.1.在
此基础上,我们将DTW与本文提出的TLCS相结

合(DTLCS),在数据集上进行实验.该实验同样保

持DTW的窗口值为0.1,以便进行对比.在这个实

验中,参数α对时间序列分类准确率有较大的影响,
在图8中我们保持TLCS中的δ值不变,给出了在

不同参数α 的情况下(其中α 的步长为0.1),
DTLCS在数据集Beef、Car、BeetleFly以及Meat上

的分类准确率的变化曲线.

图8 DTLCS中α对准确率的影响

Fig.8 TheeffectofαonDTLCSinaccuracy

图8中,α=0时,表示TLCS的分类准确率,
α=1时,表示DTW分类准确率.从图8可看出,
不同的时间序列数据对α的敏感程度不同;并且

不同时间序列数据在进行分类预测时,其关注的

重点有所不同.对于Beef数据集,其分类准确率随

着α值的增加而减少,而且存在较大的差异,这表明

其侧重的是时间序列的变化趋势;与之相反,对于Meat

数据集则侧重时间序列数据值的作用;而对于数据

集BeetleFly,不管α值如何变化,其最终分类准确

率保持不变,这表明时间序列的变化趋势以及点对

点函数距离均能很好地表示序列间的相似程度.在
DTLCS实验中,我们选取的α步长均为0.1.当在

个别数据集上将α步长设置为0.01时,能有效地提

高整体分类准确度,但其训练时间将大大增加.为了

提高训练速度,我们在进行 LTLCS(LCS结合

TLCS)、MTLCS(MSM 结合 TLCS)和 TTLCS
(TWE结合TLCS)实验时,初始设置的α 步长为

0.1.不过我们在个别数据集上将α的步长设置为

0.01,以便能得到更好的实验效果.
3.2 实验性能分析

表2给出了不同的时间序列相似度度量方案,
使用最近邻分类器对数据集中的测试子集的分类准

确率.TLCS在23个数据集上比LCS表现较好,这
表明单纯的衡量序列的变化趋势对时间序列数据也

能有不错的分类效果;LTLCS在30个数据集上优

于LCS,在3个数据集上没有差异;DTLCS在24个

数据集上比DTW表现较好,在6个数据集上没有

差异;TTLCS在24个数据集上比TWE表现较好,
在4个数据集上没有差异;MTLCS在24个数据集

上比MSM表现较好,在9个数据集上没有差异.我
们所提出的TLCS与标准的LCS相比较其在某些

数据集上有明显的提升,但在一些数据集上表现较

差;但当我们将 TLCS与 LCS、DTW、TWE 和

MSM相结合时,在绝大多数的数据集上能有效提

高其分类准确率.
表2 测试准确率(%)Tab.2 Testingaccuracyrate(%)

DataSet LCS DTW MSM TWE TLCS LTLCS DTLCS MTLCS TTLCS
Adiac 49.10 60.36 61.38 60.87 27.88 49.87(1.0)59.34(0.4)62.15(0.2)61.13(0.2)

ArrowHead 77.71 70.29 72.57 80.57 79.43 82.29(0.1)79.43(0.0)79.43(0.0)81.71(0.1)

Beef 26.67 63.33 53.33 66.67 90.00 90.00(0.0)90.00(0.0)90.00(0.0)90.00(0.0)

BeetleFly 60.00 70.00 70.00 60.00 85.00 80.00(1.0)85.00(0.0)80.0(0.01)65.00(0.01)

BirdChicken 55.00 75.00 75.00 65.00 85.00 85.00(0.5)85.00(0.0)80.00(0.1)80.00(0.0)

Car 71.67 73.33 90.00 73.33 83.33 83.33(0.1)68.33(0.1)91.67(0.04)73.33(0.4)

Coffee 96.43 100.00 92.86 100.00 96.48 92.86(0.2)100.00(0.1)92.86(0.1)100.00(0.1)

CricketX 59.74 75.38 72.56 66.67 41.79 74.36(0.4)77.44(0.1)73.08(0.1)66.67(0.1)

CricketY 61.03 74.36 72.05 62.31 48.21 77.95(0.4)76.15(0.1)72.56(0.2)62.05(0.1)

CricketZ 56.15 75.38 74.87 65.90 47.69 75.13(0.6)77.44(0.1)73.33(0.2)66.15(0.1)
DiatomSizeReduction 92.81 96.73 95.42 93.46 86.27 86.60(0.1)95.42(0.1)95.10(0.1)93.79(0.1)
DistalPhalanxOutline

AgeGroup
69.78 76.98 70.50 61.87 61.87 61.87(0.0)73.38(0.2)74.82(0.5)64.03(0.1)
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续表2
DataSet LCS DTW MSM TWE TLCS LTLCS DTLCS MTLCS TTLCS

DistalPhalanx
OutlineCorrect 71.01 71.74 73.91 71.74 62.68 75.00(0.5)70.65(0.6)73.19(0.1)72.10(0.1)

DistalPhalanxTW 60.43 58.98 63.31 61.87 53.96 60.43(1.0)58.99(1.0)65.47(0.1)61.87(0.3)

ECG200 90.00 77.00 84.00 91.00 81.00 81.00(0.1)81.00(0.0)88.00(0.01)91.00(0.2)

ECGFiveDays 76.07 76.77 80.14 86.76 85.48 84.32(0.1)85.48(0.0)85.48(0.0)87.22(0.01)

FaceFour 89.77 82.95 87.50 84.09 80.68 89.77(0.9)82.95(0.1)86.36(0.1)86.36(0.1)

Fish 87.43 82.29 92.57 78.29 86.86 89.14(0.3)90.86(0.0)92.57(0.01)86.86(0.0)

GunPoint 94.67 90.67 96.67 91.33 94.67 95.33(0.3)98.67(0.1)98.67(0.01)93.33(0.01)

Ham 54.29 46.67 58.10 57.14 61.90 60.95(0.2)59.06(0.1)59.06(0.0)59.06(0.0)

Haptics 35.39 37.66 41.23 36.04 45.78 45.78(0.0)45.78(0.0)45.78(0.0)45.78(0.0)

Herring 57.81 53.13 54.69 51.56 60.94 60.94(0.0)59.38(0.1)59.38(0.0)59.38(0.0)

InlineSkate 41.64 38.36 42.73 34.55 46.55 45.27(0.3)46.55(0.0)42.36(0.1)46.55(0.0)

ItalyPowerDemand 88.14 95.04 94.56 95.43 88.24 91.55(0.4)95.04(0.1)88.24(0.0)95.72(0.2)

MiddlePhalanx
OutlineAgeGroup 52.60 50.00 50.65 52.60 53.25 51.95(0.0)53.25(0.5)51.95(0.3)53.25(0.0)

MiddlePhalanx
OutlineCorrect 73.88 69.76 72.85 76.29 62.54 76.29(0.8)70.45(0.7)72.16(0.2)76.63(0.8)

MiddlePhalanxTW 58.44 50.65 49.35 50.65 49.35 47.40(0.3)49.35(0.0)48.05(0.1)50.65(0.9)
MoteStrain 81.23 83.47 87.62 84.82 90.73 93.37(0.3)88.66(0.9)90.73(0.0)88.66(0.0)
OliveOil 46.67 83.33 83.33 86.67 50.00 43.33(0.0)83.33(0.2)83.33(0.1)80.00(0.1)
OSULeaf 79.75 59.09 80.17 53.31 80.58 81.82(0.2)80.58(0.0)79.34(0.1)80.58(0.0)
Plane 98.10 100.00 100.00 96.19 99.05 100.00(0.6)100.00(0.3)99.05(0.0)97.14(0.0)

ProximalPhalanx
OutlineAgeGroup 79.02 80.49 79.02 78.54 80.49 84.88(0.1)79.51(0.2)80.49(0.1)78.54(0.1)

ProximalPhalanx
OutlineCorrect 80.07 78.35 80.41 80.41 75.95 80.07(1.0)78.69(0.4)81.44(0.1)79.04(0.2)

ProximalPhalanxTW 71.71 76.10 74.63 70.24 73.17 68.78(0.1)73.17(0.0)72.20(0.1)69.76(0.7)

SonyAIBORobot
Surface1 67.05 72.55 69.22 68.72 76.87 74.54(0.3)63.33(0.1)76.87(0.0)69.55(0.1)

SonyAIBORobot
Surface2 78.28 83.11 87.09 86.99 82.69 81.74(0.1)82.69(0.0)82.69(0.0)82.69(0.0)

SwedishLeaf 85.60 79.20 87.04 79.20 77.76 87.68(0.3)82.69(0.2)89.12(0.02)76.80(0.0)
Symbols 95.68 94.97 96.98 89.65 98.19 98.19(0.0)98.19(0.0)98.19(0.0)98.19(0.0)

ToeSegmentation1 55.26 77.19 79.39 70.18 77.19 55.26(1.0)77.63(0.1)81.58(0.1)69.74(0.1)
ToeSegmentation2 86.92 83.85 89.23 86.15 81.54 84.62(0.4)87.69(0.1)92.31(0.1)86.15(0.1)

Trace 81.00 100.00 96.00 77.00 74.00 97.00(0.8)100.00(0.1)96.00(0.1)77.0(0.1)
TwoLeadECG 76.82 90.42 96.75 74.71 73.84 94.82(0.8)87.18(0.2)95.79(0.1)74.63(0.1)

  表3是不同模型在所有数据集上的平均相对正

确率.TLCS相对于LCS在所有数据集的平均相对

正确率为2.02%,虽然TLCS提升效果不大,但其

在分类时不需要训练参数,相较于LCS具有更强的

抗干扰性.LTLCS相对于LCS的平均相对准确率

为7.75%;DTLCS相对于DTW 平均相对正确率

为4.48%.MTLCS相对于 MSM平均相对准确率

为2.63%;TTLCS相对于 TWE相对准确率为

3.65%.我们发现当将TLCS与LCS相结合时,能
较好地提高其分类准确度.这是因为两者都是使用

最长公共子序列进行相似性度量,最终的相似性取

值都为0到1,能进行有效地结合;而其他方法最终
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的相似性取值都是较大的数值,在进行结合时很容

易将TLCS相似性值掩盖,我们可以改用更小的α
步长来解决该问题.为了更好地表现其结果,我们给

出了其图形化比较方式,如图9所示.由图9可以看

出,TLCS与LCS整体上分类准确度处于持平状

态,但在个别数据集上明显优于LCS;而LTLCS很

明显要优于LCS;此外DTLCS、MTLCS、TTLCS
相较于DTW、MSM和TWE都有一定的提升,在个

别数据集上提升效果较为明显.

表3 平均相对准确率(%)

Tab.3 Averagerelativeaccuracy(%)

LCSS-TLCS
LCSS

LTLCS-LCSS
LCSS

DTLCS-DTW
DTW

MTLSC-MSM
MSM

TLCS-TWE
TWE

Mean 2.02 7.75 4.48 2.63 3.65

图9 测试准确率比较

Fig.9 Comparisonoftestaccuracy
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4 结论

本文提出了一种基于趋势信息的时间序列离散

化方案,并用LCS对其进行相似性度量.相比于以

往的基于点对点函数距离度量以及基于时间序列导

数距离度量,该方法仅考虑序列的变化趋势,对现实

生活中受各类噪声干扰的时间序列数据具有很强的

抗干扰性.其缺点在于其不保留原始序列数据的数

值信息.在大部分情况下,时间序列数据的数值信息

也尤为重要,所以TLCS在某些数据集上效果较

差.本文提出将TLCS与点对点距离度量方案相结

合,有效地结合了序列的数值信息和变化趋势信息.
实验结果表明,基于趋势信息的时间序列离散化表

示方法能有效地表示时间序列的变化趋势.将其与

已有的时间序列相似度度量方案相结合,能有效地

提高时间序列分类准确率.
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